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Resumen. En los últimos años, los homicidios dolosos se han incrementado
drásticamente en México. Esta escalada de violencia sólo ha sido analizada
considerando métodos estadı́sticos descriptivos cuando son aplicables a todo el
paı́s, o métodos de inteligencia computacional en zonas limitadas debido a la falta
de datos de alta resolución. En contraste, este trabajo usa la base de datos del
Secretariado Ejecutivo de Seguridad Pública de incidencia delictiva para todos
los municipios de México, para realizar una evaluación comparativa entre los
modelos Autoregressive Integrated Moving Average, la red neuronal recurrente
Long Short-term Memory y Neural Prophet, para la predicción del número de
homicidios dolosos en los 16 municipios de Guanajuato con mayor incidencia.
Los resultados muestran la diferencia de rendimiento entre los modelos men-
cionados, los parámetros óptimos para cada uno, los casos en los que destaca
cada modelo, y permite inferir el alcance de su utilidad. La comparación se
realizó mediante el error absoluto medio, el error cuadrático medio y con pruebas
estadı́sticas de hipótesis usando bootstrap. Los modelos son competitivos entre
ellos, y aunque hay una diferencia en la media del error absoluto medio y el
error cuadrático medio, estos no son estadı́sticamente significativos, por lo que
se recomienda el uso de Autoregressive Integrated Moving Average debido a su
menor complejidad computacional.

Palabras clave: ARIMA, LSTM, neuralProphet, predicción temporal, series de
tiempo, homicidios dolosos.

Comparative Evaluation of Prediction Algorithms
Applied to Counting Intentional Homicide in Mexico

Abstract. In recent years, intentional homicides have increased drastically in
Mexico. This increase of violence has only been analyzed considering descriptive
statistical methods when they are applicable to the entire country, or computa-
tional intelligence methods in limited areas due to the lack of high-resolution
data. In contrast, this work uses the database of the “Secretariado Ejecutivo
de Seguridad Pública” of criminal incidence for all the towns of Mexico, to
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carry out a comparative evaluation between the Autoregressive Integrated Mobile
Average models, the Long recurrent Short-term Memory neural network and
Neural Prophet, for the prediction of the number of intentional homicides in the
16 towns of Guanajuato with higher incidence. The results show the difference
in performance between the mentioned models, the optimal parameters for each
one, the cases in which each model stands out, and allow inferring the scope
of its usefulness. The comparison was made using the mean absolute error,
the mean square error, and with statistical tests of hypotheses using bootstrap.
The models are competitive among them, and although there is a difference in
the mean of the mean absolute error and the mean square error, these are not
statistically significant, so the use of Autoregressive Integrated Moving Average
is recommended due to its lower computational complexity.

Keywords: ARIMA, LSTM, neuralProphet, temporal prediction, time series,
intentional homicides.

1. Introducción

En México el número de homicidios dolosos (HD) ha tenido variaciones significa-
tivas en las últimas décadas, pues de acuerdo con [12] entre 1977 y 1992 la tendencia
en los homicidios osciló entre los 17 y 21 homicidios por cada 100 000 habitantes,
mientras que de 1992 hasta 2007 hubó una disminución monótona, pasando de los 20
a los 8 homicidios por cada 100 000 habitantes. Del 2007 al 2014 la tendencia osciló
pasando de los 9 a los 13 homicidios por cada 100 000 habitantes [31].

Las tendencia observadas a partir del 2014 por el INEGI hasta el 2021 muestran
un incremento significativo, por ejemplo en el 2020, [16] reporta 29 homicidios por
cada 100 000 habitantes. Ası́ mismo, se ha observado una disminución en el número de
sentencias condenatorias para estos delitos [32]. Mientras que el aumento de la crimi-
nalidad y la ausencia del estado de derecho elevan la inestabilidad social, disminuyen
la inversión privada y disminuyen el gasto público y privado, en consecuencia se reduce
la actividad económica [17].

El fenómeno observado en nuestro paı́s no es un problema que pueda atajarse o
confrontarse de manera global, ya que los métodos y análisis que puedan aplicarse en
algunas regiones no pueden aplicarse particularmente a otras, dada la complejidad del
fenómeno [28]. Por ejemplo, el fenómeno involucra diferentes factores como son la
espacialidad del territorio, la economı́a, la educación, la cultura, la infraestructura [28],
entre otros factores que difieren en sus dinámicas y relaciones.

Otro factor que se debe considerar, se relaciona con la naturaleza, disponibilidad
y calidad de los datos que los gobiernos ponen a disposición, pues estos difieren
no sólo entre los paı́ses, sino que también difieren entre las jurisdicciones regionales
internas de cada paı́s [9]. Diferentes estudios que se han realizado en otras regiones han
mostrado resultados convenientes no solo al caracterizar, sino al momento de combatir
el fenómeno desde la realidad de cada paı́s o ciudad.

Por ejemplo, [10] señala como las predicciones de las acciones criminales favorecen
a los gobiernos, instituciones de seguridad y ciudadanı́a, ya que al conocer con antela-
ción los patrones temporales delictivos, las patrullas vecinales y cuerpos de seguridad
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se anteponen a los momentos y lugares de alta probabilidad de que se produzca un
delito. En la literatura pueden encontrarse diversos trabajos con diferentes metodologı́as
que buscan anteponerse al crimen mediante la predicción de los delitos, por ejemplo,
[23] utiliza el método ARIMA para el pronóstico del crimen en los municipios de
Colombia, [18] es otro trabajo que para la predicción de delitos violentos en el estado
de Misisipi emplea el software WEKA de código abierto, en su estudio encontraron que
el algoritmo de regresión lineal mostraba el mejor desempeño.

En el caso mexicano sólo se ha encontrado un estudio de predicción de delitos que
emplea datos ajenos a la capital del paı́s, [29] realiza la predicción de los homicidios
dolosos para los 15 municipios mexicanos con mayor número de casos registrados, en el
estudio emplean diferentes algoritmos de aprendizaje automático, este último estudio es
el más cercano al aquı́ realizado, sin embargo, se diferencia del mismo por los modelos
y métodos de comparación empleados.

Este trabajo utiliza diferentes modelos de series de tiempo para la predicción de
HD, a saber un modelo estadı́stico, uno de red neuronal y otro que es una combinación
de estadı́stico y red neuronal.

Se plantea buscar los hiper-parámetros (HP) óptimos de una red neuronal recu-
rrente de tipo LSTM (Long-short term memory, memoria a largo-corto plazo), ası́
como la ventana de tiempo (VT) óptima del algoritmo NP (Neural Prophet, Profeta
neuronal), y los parámetros óptimos del modelo ARIMA (autoregressive integrated
moving average, media móvil integrada autorregresiva), para realizar el pronóstico
del número de homicidios en los 16 municipios del estado de Guanajuato con mayor
incidencia (en la figura 1 se muestran los municipios del estado y puede apreciarse los
16 municipios seleccionados para esta investigación), utilizando bases de datos oficiales
del Secretariado Ejecutivo del Sistema Nacional de Seguridad Pública (SESNSP), una
instancia es el número de homicidios dolosos de un mes, en el periodo de tiempo
comprendido entre enero del 2015 a diciembre del 2021.

Los resultados obtenidos por los mejores modelos LSTM, NP y ARIMA son
evaluados mediante la comparación de su MAE (mean absolute error, error absoluto
medio), su MSE (mean squared error, error cuadratico medio) y una prueba de hipótesis
bootstrap, con el objetivo de encontrar el modelo que presenté el mejor desempeño en
la predicción.

En la Sección 2 se describe lacónicamente trabajos relacionados con el pronostico
de delitos. En la Sección 3 se introduce cada uno de los modelos: ARIMA, LSTM, y NP,
finalmente se describe la comparación en rendimiento que se realiza entre los diferentes
modelos. En la sección 4 se muestran los resultados y se discuten los mismos. Se finaliza
presentando las conclusiones en la sección 5.

2. Trabajo relacionado

Existen diferentes estudios que sirven para la identificación de patrones, relaciones
o tendencias en los datos relacionados a la criminalidad, los estudios son principalmente
de dos tipos: estudios por visualización y estudios por modelación. de acuerdo con [26],
los estudios por visualización más comunes son los análisis espaciales, entre otros,
estos son:
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– Análisis de frecuencia de un delito en una ciudad,
– Visualización por tipo de delito por área,
– Visualización de “puntos calientes” por tipo de delito,
– Gráficos descriptivos para la identificación de relaciones:

– Tipos de delito durante un periodo de tiempo determinado,

– Delitos cometidos en diferentes localidades,

– Número de delitos por hora,

– Delitos con mayor incidencia en una ciudad.

Fig. 1. División polı́tica del estado de Guanajuato donde se representa, con un circulo rojo de
tamaño proporcional, el número de HD acumulados del 2015 al 2021. Los 16 municipios con
mayor número de HD acumulado son selecionados para este estudio, su nombre comienza con
un asterisco.

Los estudios por modelación pueden dividirse a su vez en dos subtipos, en estadı́sti-
cos y de aprendizaje automático (machine learning). Uno de los modelos estadı́sticos
usualmente empleados para el pronóstico de delitos es el modelo ARIMA, por ejemplo,
[7] pronosticó los delitos en Chicago en un año utilizando los datos de los últimos 5
años con un 84 % de precisión.

Los estudios que emplean métodos de machine learning, suelen ser métodos super-
visados [30], por ejemplo, para clasificación de tipos de crimenes, se utilizaron redes
neuronales, máquina de soporte vectorial, k vecinos más cercanos y bosques aleatorios
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[20]. Sugiriendo lo mismo que [30], quien reporta que los métodos de machine learning,
más comúnmente utilizados son:

– K-Nearest Neighbours,
– Redes Neuronales,
– Boosting,
– Árboles de Decisión,
– Bosques Aleatorios.

En México se cuentan con diferentes estudios relacionados a la criminalidad que
presenta el paı́s, estudios geoestadı́sticos relacionados a los homicidios [13], estudios
puntuales en la ciudad de México que emplean el método ARIMA para predecir delitos
[21], estudios de clasificación y descubrimiento de patrones delictivos [5] o estudios
que buscan optimizar rutas de patrullaje [8].

Sin embargo, la mayor parte de los estudios se concentran en la ciudad de México
dado que los datos para el resto del paı́s no son datos de alta resolución, en nuestra
investigación solo se ha encontrado un estudio que emplea diferentes métodos de
machine learning para el pronóstico de los homicidios que es aplicable a todo el
paı́s [29].

3. Metodologı́a

La metodologı́a seguida en esta investigación se describe en la Figura 2. Siguiendo
el esquema de la Figura 2 de izquierda a derecha, se comienza por descargar los
datos dispuestos por el SESNSP, que van de enero del 2015 a diciembre del 2021,
el periodo seleccionado se debe a la nueva metodologı́a de presentar los datos por parte
del SESNSP, donde la información se encuentra más desagregada y especı́fica respecto
a la incidencia delictiva [14], esta nueva metodologı́a se empezó a implementar a partir
del 2015.

Fig. 2. Esquema general de la metodologı́a empleada para este proyecto.

En el siguiente paso se filtran los datos, seleccionando los 16 municipios con
mayor número de homicidios dolosos en el estado de Guanajuato. En el tercer paso
se preprocesan los datos filtrados, transformándolos a una forma adecuada para el
entrenamiento de cada modelo. Los modelos de predicción empleados son ARIMA,
LSTM y NP.
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Todos los modelos utilizarán 80 registros para el entrenamiento y 4 para prueba. En
las siguientes subsecciones se describe cada uno de los modelos y los procedimientos
seguidos en cada caso (cuarto paso en el esquema de la Figura 2), la Subsección 3.4
explica el protocolo utilizado para la evaluación y comparación de los resultados de los
modelos (quinto paso en el esquema de la Figura 2).

3.1. Modelo ARIMA

El modelo ARIMA propuesto por [4] consiste en la combinación de dos modelos,
el modelo AR (auto-regresivo) y el modelo MA (promedio movil), la expresión del
modelo ARMA se presenta en la ecuación (1):

yt = −
p∑

j=1

αjyt−j +

q∑
j=1

βjϵt−j , (1)

donde comúnmente β0 = 1, mientras que el termino yt refiere al valor a predecir, αj

concierne a los términos autoregresivos, βj son los parámetros de las medias móbiles
y ϵ es el termino de perturbación estocástica, también conocido como el termino de
error [19]. El modelo ARIMA incluye la diferenciación (d) de la serie con el propósito
de transformarla a estacionaria, ası́ pues, la I en la sigla ARIMA refiere a la palabra
integrado (sumado) [19].

Para la obtención de los parámetros necesarios en la creación del modelo, se utilizó
la biblioteca pmdarima desarrollada por [24]. La biblioteca pmdarima prueba varios
conjuntos de parámetros p y q, seleccionando el modelo que minimiza el criterio de
Información de Akaike (AIC) propuesto por [2]. Mientras que para la selección del
término de diferenciación d, utiliza la prueba de Dickey-Fuller aumentada de [22].

El procedimiento para la obtención del modelo ARIMA para cada uno de los 16
municipios seleccionados, inició por la conversión de los datos, a una estructura de
datos de serie de tiempo, posteriormente se seleccionaron los parámetros p, d, q, y se
realizó el ajuste del modelo a cada una de las series de tiempo. A continuación se realizó
la predicción del modelo, y finalmente se almacenaron los resultados de cada municipio.

3.2. Modelo LSTM

El algoritmo LSTM propuesto por [15] se caracteriza por no presentar el problema
de las estructuras RNN conocidos como “desaparición del gradiente”, especialmente
observados en secuencias de entradas grandes [1].

Además presentan un mejor rendimiento de convergencia [11] y son convenien-
tes (al igual que RNN) al trabajar con bases de datos con componente temporal o
secuencial. Las redes LSTM se componen de múltiples funciones en comparación de
una RNN, dichas funciones pretenden olvidar los datos innecesarios de las entradas y
procuran recordar o conservar los datos de utilidad a la predicción. Las funciones que
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integran una red LSTM se presentan a continuación:

ft = g(Wfyt + Ufht−1 + bf ), (2)

kt = tanh(Wkyt + Ukht−1 + bk), (3)

ct = ftct−1 + itkt, (4)

ot = g(Woyt + Uoht−1 + bo), (5)

ht = ot tanh(th), (6)

donde yt es la entrada de datos en el tiempo t y g es una función de activación no
lineal como la función sigmoide o ReLU . W , U son matrices de ponderaciones y b
es el vector conocido como sesgo. ht y ct son la salida y vector de estado de celda
en el tiempo t. ft es utilizado para recordar información antigua y sirve para obtener
información nueva [1].

Para la predicción se utiliza el concepto de ventana móvil temporal (V T ), el cual
consiste en utilizar h pasos de tiempo y posteriormente ir desplazando i pasos la ventana
temporal. En este caso el objetivo es predecir un mes a la vez, por lo que la ventana a
utilizar queda determinada como k = t− h, t− h+ 1, . . . , t− 1.

Para este experimento se realizaron las predicciones utilizando únicamente la varia-
ble endógena del municipio a predecir (al igual que en ARIMA). Los hiper-parámetros
de los modelos LSTM se buscaron exhaustivamente en el conjunto de las combinacio-
nes siguientes:

– Se probaron VT desde 2 hasta 12 meses,
– Se probó dropout en 0 y 0.2,
– Se probaron las funciones de activación sigmoide y tanh,
– Se probaron números de neuronas de 20, 40 y 60.

Las diferentes combinaciones producen 132 resultados en total. Todos los modelos
se desarrollaron con un arreglo de dos capas donde la segunda capa tenı́a la mitad
del número de neuronas de la primera capa. Antes de aplicar la LSTM se les quito
la tendencia a los datos restandoles un modelo de regresión lineal, y se normaliaron,
restando el promedio y dividiendo entre la desviación estándar.

3.3. Neural Prophet

NP es un modelo reciente propuesto en noviembre de 2021 por [27], y es una
extensión del algoritmo Facebook Prophet propuesto en 2018 por [25]. El modelo NP
esta integrado por seis componentes tal como se muestra en la siguiente ecuación:

Yt = T (t) + S(t) + E(t) + F (t) +A(t) + L(t), (7)

donde T (t) corresponde a la tendencia de la serie temporal después de eliminar la
estacionalidad, S(t) corresponde a la estacionalidad y E(t) corresponde a los eventos
“especiales” preestablecidos. Estas primeras tres componentes se corresponden a la par-
te estadı́stica del algoritmo NP, cada una de sus componentes se ajusta individualmente.
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Las componentes L(t) son las covariables actuales retrasadas n periodos de tiempo,
mientras que el pronóstico para estas covariables se modela con el término F (t).
La componente A(t) conocida como término autorregresivo aplica el concepto de
observación de valores pasados, y usa los mismos para la predicción de valores futuros.

Las ultimas tres componentes del modelo NP se corresponden a la parte de red
neuronal, por lo que NP es un algoritmo con una parte estadı́stica y una parte de red
neuronal, de acuerdo con [6] esta combinación presenta la ventaja de proporcionar una
ganancia en eficiencia al tiempo que se limita la pérdida de interpretabilidad.

Las pruebas realizadas con NP se realizaron de manera análoga a las realizadas con
el modelo LSTM, utilizando las variables endógenas correspondientes al municipio
que se predice. Mencionar que en cuanto al V T se realizó el mismo número de
combinaciones que en los modelos LSTM, por que que se generaron en este caso 11
resultados con este modelo.

3.4. Evaluación de modelos

Una vez obtenidas las predicciones por los diferentes modelos, se evalua su desem-
peño empleando el MAE y MSE, y una prueba de hipótesis de medias, para la media
del MAE, usando el método bootstrap.

El método bootstrap, sirve, entre otras cosas, para hacer pruebas de hipótesis
[3] no-paramétricas, y consiste en tomar repetidas muestras de una población con
reemplazo, estas muestras son observaciones de la distribución empı́rica, con ellas se
pueden calcular estimadores que se aproximan a los de la distribución subyacente de los
datos. En este caso estimamos la probabilidad de que la media del MAE producido por
un algoritmo sea menor que la media de otro, el resultado es un estimador del p−valor
de la pruena de hipótesis de medias.

Para comparar los modelos se calcula el MAE y MSE sobre los datos de prueba para
los 16 municipios con mayor número de homicidios del estado de Guanajuato. Todos
usan la misma cantidad de datos de prueba, que son 4 por municipio, 80 instancias
de entrenamiento.

Ya que el número de combinaciones de parámetros que se probaron es exhaustiva,
se presenta los resultados para el modelo ARIMA con la mayor AIC, usando para cada
municipio los valores de d, p y q que maximizan el AICc. También se comparan los 3
modelos NP y los 11 de LSTM con el MAE menor. Finalmente, se realizaron pruebas
de hipótesis que comparan las medias de cada modelo contra todos los demás, de la
siguiente forma:

– Hipótesis nula (H0): Indica que el rendimiento de un modelo A es igual a un
modelo B,

– Hipótesis alternativa (H1): Indica que la media del error del modelo A es menor que
la media del error del modelo B.

4. Resultados y discusión

El objetivo de esta sección es comparar el desempeño en el MAE y MSE de los
diferentes algoritmos ası́ como reportar los parámetros óptimos, dentro del conjunto de
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búsqueda, que se encontraron mediante pruebas exhaustivas. El Cuadro 1 muestra los
modelos ordenados por MAE.

Tabla 1. Resultados de los modelos con mejor desempeño, seleccionados para compararlos
con la prueba de hipótesis donde ninguno resultó significativamente diferente. Se muestran los
hiperparámetros del modelo y su respectivo MAE y MSE.

MAE MSE
ARIMA 3.210557 21.003021

NP
VT parámetros
11 3.258145 26.683529
2 por omisión 3.297269 24.408899
3 3.44949 25.374554

LSTM
VT nn factivación dropout
8 60 tangh 0 3.580727 24.947718
7 40 tangh 0.2 3.602632 25.467693
8 20 tangh 0.2 3.61437 23.493635
12 60 tangh 0.2 3.629066 25.112785
2 40 sigmoid 0.2 3.641926 23.37434
11 40 sigmoid 0.2 3.665473 26.507914
4 60 sigmoid 0.2 3.681434 26.659206
6 20 sigmoid 0.2 3.692786 27.279583
5 40 tangh 0.2 3.706302 26.986547
3 20 sigmoid 0.2 3.724117 26.862549
2 60 tangh 0.2 3.733833 24.569363

Usualmente se observa que existe una correspondencia entre el MAE y el MSE, sin
embargo, se advierte en el Cuadro 1 que algunos modelos arrojan un mejor resultado en
el MAE mientras que otros en el MSE, esto se debe a que algunos errores están entre 0
y 1, y cuando se elevan al cuadrado se hacen menores.

De los resultados puede observarse, en el Cuadro 1, que el modelo ARIMA arroja el
mejor resultado, sin embargo, la prueba de hipótesis no permitió rechazar la hipótesis
nula, esto es, se confirmó que no existe diferencia estadı́stica entre los modelos. Los
desempeños observados en los modelos LSTM y NP, puede deberse a que los registros
dispuestos por SESNSP son insuficientes para el correcto entrenamiento de los mode-
los, pues estos modelos fueron ideados para la predicción de grandes conjuntos de datos.

Otro punto es que para ARIMA los parámetros q, p y d se buscan para cada
municipio, mientras que los errores reportados para LSTM y NP usan los mismos
hiper-parámetros para todos los municipios. Finalmente, una búsqueda en un conjunto
mayor de valores y que incluya más hiperparámetros podrı́a mejorar los resultados, pero
dados los resultados actuales, no se espera una gran mejora.

La Figura 3 muestra las predicciones para el municipio de Irapuato con ARIMA en
la izquierda y LSTM a la derecha. Es evidente que ARIMA tiene una predicción con
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menos error para los 4 meses de prueba, sin embargo, LSTM parece seguir la tendencia
de los últimos meses para la predicción.

Por lo tanto, LSTM no puede capturar el patrón de la red, se puede deber a
hiper-parámetros incorrectos, por ejemplo, el VT de 12 puede ser el mejor en promedio,
pero no el mejor para el caso especı́fico de Irapuato, otra razón puede ser que la cantidad
de datos es insuficiente, y por último, que existen factores del modelo como otros
valores de hiper-parámetros o normalización que pueden mejorar los resultados, esta
última se considera la menos probable, ya que se realizó una búsqueda exhaustiva en
ciertas combinaciones de hiper-parámetros, por lo que una búsqueda más fina se espera
que sólo mejore marginalmente, en este sentido, la via más admisible serı́a buscar
entre hiper-parámetros que no se optimizaron en este trabajo u otros factores como
la estandarización o normalización de los datos.

Fig. 3. La imagen de la izquierda (a) muestra los resultados del modelo ARIMA en la predicción
de los HD en el municipio de Irapuato, mientras que la imágen de la derecha (b) muestra los
mismos resultados obtenidos con el modelo LSTM con una VT de 12, 60 neuronas en la primer
capa y sin dropout. El conjunto de entrenamiento se representa en color azul, las lineas rojas son
los valores reales, mientras que la linea verde muestra la predicciones realizadas por los modelos.

5. Conclusiones

Este trabajo explora tres modelos, ARIMA, LSTM y Neural Prophet para la pre-
dicción mensual del número de homicidios dolosos en los 16 municipios con mayor
incidencia del estado de Guanajuato, México. Los resultados obtenidos muestran que el
modelo ARIMA presenta el menor MAE y MSE, sin embargo, se encontró que no existe
una diferencia estadı́stica significativa entre los modelos, Por lo que se recomienda el
empleo del modelo con menor complejidad y coste computacional, el modelo ARIMA.

En contraste con los resultados encontrados, hay un gran auge en el uso de LSTM
y Neural Prophet para la predicción de series de tiempo, por lo que se considera que
aún se deben explorar modificaciones a los experimentos presentados en este estudio
con el fin de intentar mejorar su desempeño. A partir de los resultados obtenidos, se
consideran 3 posibles explicaciones por las que ARIMA resulto con mejor desempeño:

1. Que la cantidad de datos para entrenar los modelos LSTM y NP es insuficiente.
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2. Que se pueden buscar hiper-parámetros y otras variables como normalización o
estandarización diferente de los datos, e información de los municipios adyacentes.

3. Que cada municipio requiere hiper-parámetros diferentes, ARIMA utiliza un conjun-
to {p, q, d} para cada municipio, mientras que el modelo de LSTM y NP se reporta
con los mismos hiperparámetros para todos los municipios.

A partir de estos argumentos, el trabajo futuro explorará :

– Incorporar los datos anteriores a la nueva metodologı́a del SESNSP, lo que incre-
mentarı́a en cuatro años los datos,

– Incluir en los modelos LSTM y NP las serie temporal concerniente al municipio que
se desea realizar la predicción y la serie del municipio adyacente con mayor número
de HD,

– Reportar los errores de predicción por municipio. Aunque una de las razones para
no hacerlo ası́ es que la cantidad de datos es poca, y un estadı́stico sobre 4 datos de
prueba no es suficiente para inferir diferencias estadśiticas.
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13. Fuerte-Celis, M. P., Sánchez-Castañeda, M. D.: Clusters of violence in mexico: An analysis
of homicide rates from 2000 to 2012. Journal of Latin American Geography, vol. 20, no. 1,
pp. 99–133 (2021)

14. Gobierno de México: Incidencia delictiva del secretariado ejecutivo del sistema nacional de
seguridad pública (2022)

15. Hochreiter, S., Schmidhuber, J.: Long short-term memory. Neural computation, vol. 9, no. 8,
pp. 1735–1780 (1997) doi: 10.1162/neco.1997.9.8.1735

16. INEGI: Datos preliminares revelan que en 2020 se registraron 36 579 homicidios (2021)
17. Lorı́a, E.: Impacto de secuestros y homicidios en la inversión extranjera directa en México.
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(2010)

20. Mosquera Cabra, J.: Trabajo de grado sobre predicción de los tipos de delitos en Medellı́n.
Tesis de Licenciatura, Universidad de Antioquia, Facultad de Ciencias Económicas, (2021)
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